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» RESUMO: Neste artigo propomos um novo modelo de sobrevivéncia de longa duragao
denominado Lindley-Weibull com proporgao de cura (LWcr). Consideramos que o evento
de interesse pode ser causado por M diferentes fatores de risco latente. Assumimos que
M segue uma distribuigdo Lindley discreta e o tempo de ativagdo do j-ésimo fator segue
uma distribuicao Weibull. Para a estimagao dos parametros de interesse, desenvolvemos
uma abordagem Bayesiana com distribuigbes a priori nao informativas. Para obter
as estimativas dos parametros com base em suas distribui¢des a posteriori, utilizamos
métodos de Monte Carlo em Cadeias de Markov (MCMC). Com o objetivo de identificar
possiveis observagoes influentes, utilizamos o método Bayesiano de andlise de influéncia
de dele¢do de casos baseado na divergéncia 1. Como ilustragdo, aplicamos o modelo
proposto a conjuntos de dados simulados e reais.

» PALAVRAS-CHAVE: Andlise de sobrevivéncia; distribuicdo Lindley-Weibull; modelo
de sobrevivéncia de longa duragao; proporgao de cura; abordagem Bayesiana.

1 Introducao

No conjunto de dados de sobrevivéncia, a presenga de uma grande quantidade
de observagoes dos quais os maiores tempos sao censurados pode indicar que existe
uma fracdo (propor¢ao) de invidivuos curados na populacdo em estudo. Caso
o grafico do estimador de Kaplan-Meier da funcao de sobrevivéncia apresente
cauda longa em um nivel visivelmente acima de zero, as observagoes censuradas
determinam uma possivel presenga de uma fracao de curados.
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Os modelos de sobrevivéncia com fragao de cura, também conhecidos como
modelos de longa duragao (MALLER e ZHOU, 1996; RODRIGUES et al., 2008),
tém sido amplamente desenvolvidos e utilizados em varias aplicagoes, como em
dados de estudos clinicos (YAKOVLEV e TSODIKOV, 1996). Sob uma abordagem
que leva em conta uma sequéncia estocdstica de causas latentes, Cooner et al.
(2007) induzem a ocorréncia do evento de interesse por meio de mecanismos de
ativagao latentes. Nos ultimos anos tém surgido varios trabalhos sobre distribuigoes
que levam em consideracao diferentes mecanismos de ativagao com causas latentes
competitivas (IBRAHIM et al., 2001; TSODIKOV et al., 2003). Por exemplo,
Cancho et al. (2013), Suzuki et al. (2016) e Suzuki et al. (2017) consideraram
que esse numero de causas segue uma distribuicao Binomial Negativa, Poisson e
Logaritmica, respectivamente.

Neste artigo, propomos um novo modelo para andlise de dados de sobrevivéncia
de longa duragao, denominado Lindley-Weibull com propor¢ao de cura (LWer).
Assumimos que hé diferentes mecanismos de ativacdo com causas latentes para o
evento de interesse, cujo o nimero dessas causas ¢ modelado por uma distribuigao
Lindley discreta (BAKOUCH et al., 2014) e o tempo até a ocorréncia do evento de
interesse segue uma distribuicao Weibull.

A principal motivagao para a escolha da distribuicdo Lindley diz respeito
as suas propriedades. De acordo com Bakouch et al. (2014), a distribuicao
uniparamétrica Lindley discreta tem expressoes de forma fechada para sua fungao
de distribuigao cumulativa e fungao taxa de falha, o que nao ocorre nos modelos
Poisson e Gama discreta, por exemplo. Além disso, esta distribuicdo tem como
caso particular a distribuicdo Geométrica, que é obtida quando o parametro da
distribuicao Lindley tende a zero.

Para estimagao dos parametros, consideramos uma abordagem Bayesiana com
distribuicoes a priori nao informativas, i.e., com “grandes” variancias. Como as
distribuigoes a posteriori condicionais dos parametros nao possuem forma analitica
“fechada”, obtemos as estimativas por meio do uso de métodos de Monte Carlo em
Cadeias de Markov (MCMC).

Desenvolvemos um estudo de simulagao para verificar o ajuste do modelo a
conjuntos de dados artificiais, gerados sob trés esquemas de ativacdo (primeiro,
ultimo e aleatério) do evento de interesse. No estudo de simulacdo, também
consideramos conjuntos de dados com a presenca de observacoes pertubadas. O
interesse em conjuntos de dados com esta caracteristica é que casos pertubados
podem ser influentes e podem provocar distorgoes nas estimativas dos parametros.
Para estes casos, utilizamos o diagndstico de influéncia de delecao de casos com base
na medida de divergéncia ¢ (PENG e DEY, 1995; WEISS, 1996) para identificar
as observacoes influentes.

A divergéncia 1 inclui vérias medidas de divergéncia como casos particulares,
tais como: a divergéncia Kullback-Leibler, a distancia J, a distancia L; e a medida
de divergéncia x2. Como ilustracio, ajustamos o modelo proposto a um conjunto de
dados reais referente a um ensaio clinico de melanoma cutaneo de fase III, baixado
do website http://merlot.stat.uconn.edu/~mhchen/survbook/ (IBRAHIM et
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al., 2001). As implementagoes computacionais foram feitas utilizando o software R
(R CORE TEAM, 2017).

O restante do artigo estd organizado como segue. Nas Secoes 2 e 3
apresentamos o modelo LWer, a abordagem Bayesiana e a metodologia para
identificagdo de casos influentes. Na Secao 4 desenvolvemos o estudo de simulagao
e a aplicagao aos dados reais. Na Secao 5 fazemos as consideracoes finais.

2 Modelo Lindley-Weibull com proporgao de cura (LWcr)

Seja M o nimero nao observavel de possiveis causas do evento de interesse para
um individuo na populagao. Suponha que M segue uma distribuicao de Lindley de
pardmetro § (BAKOUCH et al., 2014), com fungao de probabilidade dada por:

m

p
1+0

P(M =m|0) = [0(1 —2p) + (1 —p)(1 + Om)], 1)
em que p =exp(—0),0 >0em=0,1,2,...
A funcao geradora de probabilidade de M é dada por:

61 —2p)+1—p Op(l —p)s

GJM(S) = (1+9)(1_3p) (14—9)(1—5}7)2’

(2)

para |s| < 1.

Denote por Z; o tempo para que a j-ésima causa produza o evento de interesse,
paraj=1,..., M.

Assim como M, os tempos Z;’s também sao varidveis latentes (nao ob-
servéveis). Assuma que os Z;’s sejam independentes entre si e de M. Considere que
Z1, ..., 2 sejam variaveis aleatorias independentes e identicamente distribuidas
com dlbtrlbulgao Weibull de pardmetros a e b, Z; & " Weibull(a,b), com funcao
densidade de probabilidade dada por f(z;|a,b) = ¢ (%]) a=1) exp{(f—) } e fungao
de distribui¢do acumulada dada por F(z;la,b) = 1 — exp{(——) } para z; > 0,
a>0,b>0ej5=1,...,M.

De forma similar & Cooner et al. (2006), Cooner et al. (2007) e Cancho et al.
(2013), assumimos que sdo necesséarias a ocorréncia de R das M causas, R < M,
para que o evento de interesse ocorra. Assim, considerando Z(l) < ... < Z(R) <

+ < Z(uy como sendo as M estatisticas de ordem, com Z(g) sendo a R-ésima
estatistica de ordem, entao o tempo até a ocorréncia do evento de interesse é dado
por Y = Zgy. O valor R pode ser uma constante fixa, uma funcao de M ou uma
variavel aleatorla discreta com distribuigdo condicional em M (CANCHO et al.,
2013). Se M = 0, o tempo para evento é assumido como infinito (Y = +00) com
P(Y = +o00|M =0) =1.

Neste artigo, consideramos as seguintes trés especificagoes para R:

(1) Esquema de primeira ativagdo. Assumimos que o evento de interesse ocorre
devido a qualquer uma das possiveis causas. Neste caso, temos que R = 1
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e o tempo de vida observado ¢ definido pela variavel aleatéria Y = Z;) =
min{Z,...,Zn}.

A funcao de sobrevivéncia de Y é dada por:

0(1—2p)+1—p Op(1 —p)S(y)

Sop(y) = Cu(SW) = T A =50, T A+ 00 = S

3)

em que Gj/(.) é dado na expressdo (2), p = exp{—0} e S(y) = exp {(—%)a}
é a fungao de sobrevivéncia da distribuicao Weibull de parametros a e b.

A funcdo densidade de probabilidade associada a (3) é dada por:

USRI Gp(1 — p)f ()L + S(v)p]
(1= S(yp)? (1+0)1-5Sp)*

Jpop (y) = (4)

(2) Esquema de dltima ativaggo. Assumimos que o evento de interesse ocorre
somente apos a ocorréncia de todas as M causas. Neste caso, temos R = M
e o tempo de vida observado é dado por Y = Z5;) = max{Zy,...,Zyp}. A
funcao de sobrevivéncia de Y é dada por:

Spop(y) = 1+ Gu(0) = Gu(1 = S(y)). (5)

Assim, da expressao (2), a fungdo de sobrevivéncia é dada por:

0(l-2p)+1-p  61-2p)+1-p  6p(l-p)(1-S)
1+6 (1+0)(1 -1 -SH)p) (1+9)(1—(1—S(y))p)(26')

Spop(y) =1+

A fungdo de sobrevivéncia dada em (6) leva & seguinte funcao densidade de
probabilidade:

(0(1—=2p) +1—p)f(y)p N Op(1 —p)f(y)[L + (1 — S(y))p]

Toor W) = 10 = (1 = 5()p)? (1+0)1—(1=5()p)?

(7)

(3) Esquema de ativagdo aleatdria. Assumindo M > 1, consideramos para R uma
distribuigao uniforme discreta sobre {1,2,..., M}. A funcdo de sobrevivéncia
de Y é dada por:

Spop(y) = PY >y)=PM=0)+{1-P(M=0)}5(y) (8)
01 —2p)+1—p+p(20+1)S(y)
N 1+6 '

A primeira derivada, em relacao a y, da funcéo de sobrevivéncia Spop(y) dada
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em (8), fornece a funcao densidade de probabilidade:

o _p(20+1)f(y)
fpop(y) - _Spop(y> - Wa

em que f(y) = —S5'(y) é a primeira derivada de —S(y) em relacdo a y.

Note que temos a mesma fragao de cura nos trés casos considerados, que é

dada por:
_ 0= i _0(-2p)+1-p
po=PM =0) = lim Spop(y) = 140 : (10)

Embora a fracdo de cura py seja a mesma para os esquemas (1), (2) e
(3) considerados, os modelos diferem pelas suas fungoes de sobrevivéncia, de
densidade e de risco. Uma propriedade referente as fungoes de sobrevivéncia
dadas em (3), (8) e (6) é que para qualquer funcdo de distribuicdo F(y), temos
Stop(y) < Stop(y) < Shep(y), para y > 0, em que Sioh(y), Spop(y) e Spon(v)
sao as fungdes de sobrevivéncia dadas em (3), (8) e (6), respectivamente. Uma
demonstracao desta propriedade pode ser obtida no Teorema 2.1 em Kim et al.
(2011).

Como ilustragdo, apresentamos no Apéndice A o grifico da funcdo densidade
de probabilidade e da funcao de sobrevivéncia para alguns valores fixos de a, b e
f do modelo LWecr sob esquema de primeira ativacao, ultima ativacao e ativagao
aleatéria, respectivamente.

3 Abordagem Bayesiana e comparagao de modelos

Considere que o tempo de vida denotado por Y esta sujeito a censura a direta.
Seja C; o i-ésimo tempo de censura. Assim, em uma amostra de tamanho n, o
i-ésimo tempo observado T; é dado por T; = min{Y;, C;}. Além disso, h4 o interesse
no indicador de censura §; = I(Y; < C;), em que 6; = 1 se T; é o tempo de falha e
6; = 0 se T; for o tempo de censura, parai=1,...,n.

Assumindo que temos disponivel um vetor com p covaridveis, seja ! =
(1,21,...,xp). Relacionamos o pardmetro 6 da distribuicdo Lindley dada em (1)
com as covariaveis x;, por meio da seguinte funcao de ligagao:

log(0;) = = B, (11)

parai=1,...,n, em que 3" = (Bo, B1,...,3p) denota o vetor de pardmetros, de
modo que para cada grupo de individuos, representado por x;, temos uma fragao
de cura diferente.

A funcao de verossimilhanga é dada por:

L(9: D) o [ [ foop(t::9)% Spop(ts; 9)' 7, (12)

i=1
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emqued = (B,a,b)", D= (t,6,x), t=(t1,...,t,)" ed = (41,...,6,)", enquanto
que fpop(-; ) € Spop(+; ) sdo as funcdes de densidade e de sobrevivéncia impréprias,
respectivamente, descritas na Secao 2.

3.1 Distribuigoes a priori e a posteriori

Para estimagao dos parametros, consideramos uma abordagem Bayesiana.
Para isto, devemos especificar uma distribuicdo a priori para os parametros 3,
a e b. Esta distribuicao deve representar probabilisticamente o conhecimento que
se tém sobre os parametros antes da realizagao do experimento.

Assumimos que 3, a e b sdo independentes a priori, isto €,

7(9) = w(ay(v) [[ =(5)) (13)

em que ¥ = (0,a,b).
Como os parametros a e b sdo definidos em (0,+00), consideramos a
transformacao log(a) e log(b) e assumimos as seguintes distribuigdes a priori:

log(a) ~ N(0,07), log(b) ~ N(0,07) e B; ~ N(0,07),

em que N (0,0?) denota a distribuicio normal com média 0 e variancia o2. Fixamos

02 =o0f = O'JQ- = 103 para obtermos distribuicoes a priori pouco informativas, i.e.,
com grandes variancias, para j =0,...,p.

Atualizando a distribuicdo a priori conjunta em (13), via fungdo de
verossimilhanga L(¥; D) dada como em (12), obtemos a distribuigdo a posteriori
conjunta para 1 dada por:

2 2 P32
~(9|D) o« L(: D) exp { (loi(f)) +(1°i(§’)) +ng L (14
a j=0 " Pj

Como a densidade a posteriori conjunta é analiticamente intratdvel, a
inferéncia sobre os parametros é baseada nos métodos de simulacao de Monte Carlo
em cadeias de Markov (MCMC). Similarmente & Suzuki et al. (2016), utilizamos
o algoritmo Metropolis-Hastings. Todas as implementagoes computacionais foram
realizadas utilizando o software R (R CORE TEAM, 2017).

3.2 Critérios de comparagao de modelos

Na literatura, diversas metodologias se propoem a analisar a adequabilidade
de um modelo a um certo conjunto de dados, além de selecionar o melhor dentre
uma colecao de modelos.

Neste artigo, utilizamos os critérios de selegao de modelos: LPML (Logarithm
of the Pseudo Marginal Likelihood), EAIC (Ezpected Akaike Information Criterion),
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EBIC (Ezpected Bayesian, ou Schwarz, Information Criterion) e DIC (Deviance
Information Criterion).

O LPML ¢ calculado com base nas ordenadas da densidade preditiva
condicional (CPO): considere D os dados completos, D=9 os dados com a i-ésima
observacao excluida e 7(9|D(~9) a densidade a posteriori de 9 dado D=9, em que
1=1,..,n.

Para a i-ésima observagao, a C PO; é dada por:
I|D !
“(01D) )
9(yi|9)

em que g(y;|9) é a funcdo densidade de probabilidade correspondente ao modelo
estudado.

CPO; = /eg(yi|19)7r(q9|p<*i>)dq9 = {/@ (15)

Na comparacao de varios modelos, valores altos de C PO; indicam um melhor
ajuste do modelo. Para uma discussdo mais detalhada da estatistica CPO e suas
aplicagbes para selegdo de modelos, ver os trabalhos de Gelfand et al. (1992) e
Geisser et al. (1992) e Eddy (1979).

Para o modelo proposto nao é possivel obter uma forma analitica fechada de
CPO;. No entanto, uma estimativa de Monte Carlo de C'PO; pode ser obtida por
meio de uma simples amostra MCMC da distribuicao a posteriori w(9¥|D). Assim,
considere 9,9 .. 9M) uma amostra de tamanho M de 7(9|D) apés o burn-in
(aquecimento). Uma aproximacao de Monte Carlo de CPO; (CHEN et al., 2000) é
dada por:

CPO; = iié 71. (16)
' M = g(y;|[9™)

m=1

A estatistica LPML é dada por LPML= }_ log(C’/Pa). O melhor modelo é aquele
i=1
que corresponde ao maior valor da LPML.

Os critérios EAIC, EBIC e DIC sao critérios calculados com base na média
a posteriori da deviance, E{D(9¥)}, que é uma medida de ajuste e que pode ser
aproximada por:

1 M
D=—> D™
M7RZ:1 ( )7

em que D(¥) = =25 log(g(y;|9)) é a deviance e g(-) é a funcdo densidade de
i=1
probabilidade correspondente ao modelo estudado.

Os critério EAIC, EBIC e DIC podem ser calculados, respectivamente, por:

EAIC =D +2q, EBIC =D + qlog(n) e DIC = 2D — D,
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e m
em que g é o numero de parametros do modelo e D = D (1\14 > 19(m)> .
m=1
Comparando modelos alternativos, o modelo preferido é aquele com os menores

valores para estes trés critérios.

3.3 Meétodo Bayesiano de andlise de influéncia de delegcao de casos

O método da delecao de casos (COOK e WEISBERG, 1982) é uma ferramenta
muito utilizada quando o objetivo é avaliar a influéncia de uma observacao no ajuste
de um modelo. As técnicas de verificagdo de influéncia local tém sido amplamente
utilizadas, ver por exemplo Louzada et al. (2013) e Suzuki et al. (2016).

Neste trabalho, consideramos a andlise de influéncia de delegao de casos
baseada na divergéncia ¢ que é calculada da seguinte maneira: seja Dy (P; P_;)) a
divergéncia 1 entre P e P(_;), em que P indica a distribui¢ao a posteriori de ¥ para
os dados completos e P(_;) a distribuigao a posteriori sem a i-ésima observagao. A
medida de divergéncia 1 é definida como:

(91D~
Dw(P, P(—z)) = Ae@w (%) W(I?‘D) d’l?, (17)

em que ¢(-) é uma fungdo convexa com (1) = 0. Vérias escolhas de 1 sdo dadas
em Dey e Birmiwal (1994). Por exemplo, 1(z) = —log(z) define a divergéncia de
Kullback-Leibler (K-L), ¢(z) = (z — 1) log(z) a distancia J (ou a versao simétrica
da divergéncia de K-L), 9(z) = 0,5|z — 1| a distancia variacional ou norma L e
¥(2) = (2 — 1)? define a divergéncia 2.

Utilizando (15), a medida de divergéncia ¢ pode ser escrita como:

Dy(P,P_y) = Epip {w (mﬂ . (18)

A partir da expressdo (18) podemos obter, por exemplo, a divergéncia K-L:

Dy.1,(P, P_iy) = —Egp {log(CPO;)} + Eyp {log [g(yi|9)]}

— _10g(CPO}) + Eoyp {1og [g(ul0)]} 1)

As estimativas de Monte Carlo de Dy (P, P_;)) sdo dadas por:

_ CPO;
Dy (P, P_) QZ ( yzlﬁ@)) (20)

Assim, obtemos a estimativa da divergéncia Dk.L(P, P(_;)) da seguinte forma:
Di(P, Pr_y)) = —log(CPO;) Z log |g(y:l9)| (21)
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A divergéncia Dy, (P, P_;)) pode ser interpretada como sendo o efeito de excluir
o caso ¢ dos dados completos sobre a distribuicao a posterior: de 1. Como discutido
por Peng e Dey (1995) e Weiss (1996), pode ser dificil para um pesquisador definir
um ponto de corte para o valor da medida de divergéncia, de modo a determinar
se um pequeno subconjunto de observacoes é influente ou nao. Neste trabalho
utilizamos a proposta de Peng e Dey (1995) e Weiss (1996) que consideram uma
moeda viesada com probabilidade de sucesso p. Assim, a divergéncia 1) entre as
moedas viesadas é dada por:

Dotion 1) = [v (1) fiwnts, (22)

em que fo(z) = p*(1 - p)'* e fi(z) = 0,5,z = 0 ou 1. Se Dy(fo, 1) = dy(p),
pode ser verificado que d; satisfaz a seguinte equagao:

¥(2p) +9(2(1 —p))

dy(p) = 5

(23)

E possivel ver que dy aumenta a medida que p se afasta de 0,50. Além disso,
dy(p) é simétrico em torno de p = 0,50 e dy atinge seu minimo em p = 0,50.
Neste ponto, dy(0,5) = 0 e fo = fi. Se considerarmos p > 0,80 (oup < 0,20)
um forte viés em uma moeda, entao dr,(0,80) = 0,30. Esta equagao implica que
o caso i é considerado influente quando dr, > 0,30. Assim, se a divergéncia de
Kullback-Leibler for usada, pode-se considerar uma observacao influente quando
dk.r, > 0,2231. Da mesma forma, se a distancia J e a divergéncia x2 forem usadas,
uma observagao pode ser considerada influente quando dy > 0,4159 e d, > > 0, 5625,
respectivamente. Neste trabalho utilizamos estes valores de corte para determinar
se uma observagao ¢é influente.

4 Resultados

Nesta secao apresentamos um estudo de simulagao, o diagnédstico de
observagoes influentes e uma aplicacao a dados reais.

4.1 Estudo de simulacao

Realizamos um estudo de simulacdo com dois objetivos: i) avaliar as
estimativas dos parametros para os modelos propostos bem como um estudo para
verificar se é possivel distinguir entre os modelos ajustados a um conjunto de dados
especifico com base nos critérios de selegdo de modelos adotados; i) examinar o
desempenho da abordagem diagndstica proposta, considerando conjuntos de dados
simulados sem nenhum, um ou dois casos perturbados.

Neste estudo consideramos o modelo LWecr sob os trés esquemas de ativagao
(primeira, dltima e aleatéria) com a distribuigdo Weibull com pardmetros a = 2 e
b =5 para os tempos Z;, j =1,2,..., M.
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Para cada individuo i, i = 1,...,n, o nimero de causas do evento de interesse,
M; é gerado a partir de uma distribui¢ao Lindley com parametro ;. Nas simulagoes,
tem-se uma covariavel binaria x com valores obtidos por meio de uma distribuigao
Bernoulli com parametro 0,50. Portanto, 6y; = exp(So + B1z;). Escolhemos
Bo = —0,50 e B = 0,20 de modo que a proporcao de cura para os dois niveis
de = é p(()o) =0,19 e pél) = 0,25, respectivamente. Os tempos de censura foram
amostrados a partir da distribui¢do Uniforme no intervalo (0, 7), em que 7 controla
a proporcao de censura da populacao nao curada. No estudo, a proporcao de
observagoes censuradas é de 55%, aproximadamente.

4.1.1 Propriedades frequentistas

Este estudo de simulagao objetiva demonstrar o bom comportamento das
estimativas Bayesianas, com base no erro quadrdtico médio (EQM) e na média
a posteriori. Também, investigar se os critérios de comparagao de modelos
discriminam o verdadeiro modelo. Geramos amostras de tamanho n = 300 para
as trés diferentes estruturas de ativagao. Portanto, construimos trés diferentes
configuracoes de simulagao, cada uma com 600 conjuntos de dados gerados. Uma
vez simulados os dados, fizemos o ajuste dos trés modelos. As seguintes distribuigoes
a priori independentes foram consideradas para a execugao do algoritmo Metroplis-
Hastings: 8; ~ N(0,10%), j = 0, 1, log(a) ~ N(0,10%) e log(b) ~ N(0,10%). Assim,
assumimos uma distribuicao a priori prépria e pouco informativa, implicando que
a distribuicdo a posteriori serd sempre prépria. Para eliminar o efeito dos valores
iniciais, desconsideramos as primeiras 10.000 iteragoes.

A convergéncia do algoritmo Metropolis-Hastings foi monitorada usando o
método proposto por Geweke (1992) e o grafico de tragos.

Para cada amostra registramos a média a posteriori do parametro e os valores
DIC, EAIC, EBIC e LPML. As estatisticas de resumo da simulacdo para os
parametros, assumindo os trés modelos cruzados com os trés esquemas de ativagao
simulados sao dadas na Tabela 1, em que Média denota a média aritmética das

600 .

600 estimativas dadas por ) 0x;/600, EQM ¢é o erro quadrético médio empirico

j=1
600

dado por >’ (ék] — 0,)2/600, em que 0, é o valor do parametro conhecido e 0, é o
j=1

valor estimado. Observe que as médias sao muito préximas do valor real e EQM foi

pequeno quando o ajuste foi realizado para o verdadeiro esquema de ativagao.

A Tabela 2 mostra a porcentagem de amostras cuja distribuicdo gerada foi
considerada a melhor de acordo com os critérios DIC, EAIC, EBIC e LPML. O
verdadeiro modelo, a partir do qual a amostra foi gerada, mostra uma porcentagem
mais elevada.

4.2 Diagndstico de observagoes influentes

Consideramos conjuntos de dados simulados com nenhum, um ou dois casos
perturbados para examinar o desempenho das medidas de diagnéstico propostas.
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Uma amostra de tamanho 400 foi gerada do modelo LWcr sob o esquema de primeira
ativacao.

Tabela 1 - Resultados das amostras simuladas cruzadas com os trés esquemas de

ativacao
Modelo ajustado
Verdadeiro Primeira Ativagao Ultima Ativagao Ativagio Aleatoria

modelo Parametro  Média EQM Média EQM Média EQM
a 2,0111  0,0205 1,3480  0,4358 1,7581 0,0708

Primeira b 5,1381  0,7718 2,0223  8,8863 3,1923 3,2972
Bo -0,6892  0,0276 -0,4990 0,0551 -0,6122  0,0289

Joit 0,1713  0,0209 -0,0781 0,1073 0,1197 0,0455

a 3,3984  2,0057 2,2584  0,0954 2,9451 0,9278

Ultima b 8,0202  9,2767 4,9394  0,0485 6,4041 2,0071
Bo -0,4877  0,0595 -0,5099 0,0513 -0,5201  0,0503

it -0,0153  0,0669 -0,0072  0,0702 -0,0133  0,0833

a 2,3649  0,1604 1,6331  0,1508 2,0661 0,0233

Aleatéria b 6,4623  2,5789 3,2876  2,9682 4,6415 0,1784
Bo -0,5471  0,0438 -0,4697  0,0703 -0,5738  0,0405

Ioit 0,1947  0,0199 0,1229  0,0358 0,2706 0,0451

Tabela 2 - Porcentagens de amostras cujo modelo ajustado foi considerado o melhor
de acordo com os critérios DIC, EAIC, EBIC e LPML

Modelo ajustado

Verdadeiro Primeira Ativacao Ultima Ativacao Ativagao aleatéria
modelo DIC EAIC EBIC LPML DIC EAIC EBIC LPML DIC EAIC EBIC LPML
Primeira 74,54 76,04 76,04 76,21 4,99 2,66 2,66 3,16 20,47 21,30 21,30 20,63
Ultima 4,16 4,33 4,33 4,49 71,21 70,88 70,88 71,71 24,63 24,79 24,79 23,79

Aleatéria 27,95 26,79 26,79 27,45 23,29 23,63 23,63 24,96 48,76 49,58 49,58 47,59

Nos dados simulados, y; variou de 4x107% & 10, 87 com mediana = 2, 54, média
= 3,18 e desvio padrao = 2,41. Os casos 34, 109 e 398 foram selecionados para a
perturbacao.

Para criar uma observacao influente no conjunto de dados, escolhemos um e
dois casos selecionados de forma aleatéria, e perturbamos a varidvel resposta da
seguinte forma: y; = y; + 4S5y, i = 34, 109 e 398, em que Sy é o desvio padrao dos
y;’s. Realizamos as simulacoes via MCMC de forma semelhante a Secao 4.1.1.

O modelo LWecr foi ajustado sob o esquema de primeira ativagao. Na Tabela 3
observamos que as inferéncias a posteriori sdo sensiveis ap6s a perturbagao do(s)
caso(s) selecionado(s), exceto para o parametro 3;. O conjunto de dados (a) denota
o conjunto de dados original simulado sem perturbagao e os conjuntos de dados
(b)-(f) denotam conjuntos de dados com casos perturbados.
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Tabela 3 - Média e Desvio Padrao (DP) das estimativas dos pardmetros obtidas a
partir do ajuste do modelo LWecr sob o esquema de primeira ativagao
para cada conjunto de dados

Parametros

Conjunto Casos a b Bo B

de dados  perturbados ~ Média [DP] Média [DP] Média [DP] Média [DP]
) Nenhum  2,0013 [0,1242]  5,0283 [0,5120]  -0,5590 [0,1272] _0,0491 [0,1232]
(b) 34 1,8352 [0,1079]  6,9790 [1,6122]  -0,8020 [0,2094]  0,0478 [0,1310]
(©) 109 1,8327 [0,1087]  7,0116 [1,5751]  -0,8064 [0,2100] 0,0494 [0,1326]
() 398 1,8148 [0,1053]  7,2685 [1,0027]  -0,8391 [0,2259] 0,0535 [0,1338]
(e) (34,100}  1,7244[0,1037] 9,9071 [9,2291]  -1,0501 [0,3861] 0,0380 [0,1378]
(f) {109, 398} 1,7161 [0,1012] 10,2359 [9,3767] -1,0831 [0,4001] 0,0494 [0,1387]

Para monitorar a convergéncia das amostras, utilizamos os métodos
recomendados por Cowless e Carlin (1996) e também o grifico de tragos, como
o apresentado na Figura 1 para o ajuste ao conjunto de dados (a).

Grafico dos tracos de a Grafico dos tracos de b
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© ] ~ ]
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[
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- T
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o 1000 2000 3000 o 1000 2000 3000
Iteracoes Iteracoes

Figura 1 - Grafico de tracgos.

A Tabela 4 mostra os valores obtidos dos critérios DIC, EAIC, EBIC e LPML
para cada versdao perturbada dos dados originais. Como esperado, o conjunto de
dados (a) foi o que melhor se ajustou ao modelo LWer sob o esquema de primeira
ativacao.
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Tabela 4 - Critérios Bayesianos para cada conjunto de dados
Critérios Bayesianos

Conjunto de dados DIC EAIC EBIC LPML
(a) 1.132,7770  1.136,8180 1.152,7840 -566,3869
(b) 1.151,2690 1.155,2790 1.171,2450 -578,7066
(c) 1.151,4720 1.155,4370 1.171,4030 -578,3573
(d) 1.151,9110 1.155,9420 1.171,9080 -578,8259
(e) 1.162,2540 1.166,2260 1.182,1920 -582,5929
() 1.162,3210 1.166,3370 1.182,3030 -582,6900

Consideramos agora a amostra das distribuicoes a posteriori dos parametros
do modelo LWecr sob o primeiro esquema de ativacao para calcular as medidas de
divergéncia 1 em (17) descritas na Secao 3.3. Os resultados na Tabela 5 mostram
que antes da perturbacdo (conjunto de dados (a)) os casos selecionados nao sao
influentes de acordo com todas as medidas de divergéncia ¥. No entanto, apds a
perturbagao (conjunto de dados (b)-(f)) as medidas aumentam, o que indica que os
casos perturbados sao influentes.

Tabela 5 - Divergéncia ¢ para os dados simulados do modelo LWcr sob o esquema
de primeira ativagao

Conjunto de dados Numero do caso  dk.f, dy dr, dyo
34 0,0223 0,0452 0,0843  0,0481
(a) 109 0,0265 0,0539 0,0919  0,0580
398 0,0644 0,1327 0,1433  0,1565
(b) 34 3,3321 8,0500 10,8628 651,0800
(c) 109 2,8780 6,3652 0,8149 238,9346
(d) 398 3,1346 6,9207 0,8367 289,3834
(e) 34 0,7827 11,8648 0,5012 12,4008
109 0,9988 2,4106 0,5597 23,0884
(f) 109 0,8730 2,0899 0,5287 15,3656
398 0,9861 2,3600 0,5576 20,1190

As Figuras 2, 3 e 4 mostram as medidas de divergéncia 1 para os casos (a),
(c) e (f), respectivamente. Na Figura 2, observamos que nao foram detectados
pontos influentes como era esperado, pois nenhuma observagao foi perturbada no
conjunto de dados (a). Nas Figuras 3 e 4 as medidas de divergéncias detectaram as
observagoes perturbadas como pontos influentes.
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Figura 2 - Divergéncia 1 para o conjunto de dados (a).
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Figura 3 - Divergéncia 1 para o conjunto de dados (c).
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Figura 4 - Gréfico da divergéncia v para o conjunto de dados (f).

4.3 Aplicagao a dados reais

Esta secao relata a aplicagdo do modelo proposto a um conjunto de dados
reais de um ensaio clinico de melanoma cutaneo de fase III (rotulado como dados
E1690) conduzido pelo Eastern Cooperative Oncology Group e disponivel em http:
//merlot.stat.uconn.edu/~mhchen/survbook/ (IBRAHIM et al., 2001).

O conjunto de dados é o resultado de um ensaio para a avaliacao do
desempenho do tratamento pds-operatério com uma dose elevada de interferon
alfa-2b para prevenir a recorréncia. Os pacientes foram incluidos no estudo entre
os anos de 1991 a 1995 e o acompanhamento foi até o ano de 1998.

O tempo de sobrevivéncia, sem recidiva em anos, foi considerado como variavel
resposta. Ap6ds excluir individuos com dados incompletos e tempos de observacao
faltantes, obtivemos um subconjunto de n = 205 pacientes com aproximadamente
72% de censura. As seguintes varidveis foram coletadas de cada paciente: tempo
observado (em anos) e sexo (covaridvel). Primeiro, foram ajustados os trés modelos
sob a primeira, ultima e aleatoria ativagoes. Para todos os modelos as seguintes
distribuicoes a priori independentes foram adotadas: 8; ~ N (0, 10%), 7 = 0,1,
log(a) ~ N(0,10%) e log(b) ~ N(0,10%). Apds desconsideradas as primeiras
20.000 iteragoes para eliminar o efeito dos valores iniciais e um salto de tamanho
10 para evitar problemas de autocorrelagao, obtivemos uma amostra efetiva de
tamanho 40.000 sobre a qual a inferéncia a posteriori foi baseada. A convergéncia
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do algoritmo Metropolis-Hastings foi monitorada usando o método proposto por
Geweke (1992) e os graficos de tragos.

Os valores dos critérios DIC, EAIC, EBIC e LPML foram obtidos para
comparar o modelo LWecr sob os esquemas de ativagao primeira, dltima e aleatoria.
Esses critérios de informacgao forneceram os valores da Tabela 6.

Tabela 6 - Critérios Bayesianos para os modelos ajustados
Critério
Ativagao DIC EAIC EBIC LMPL
Primeira  453,9805 458,0596 471,3517 -226,9593
Ultima ~ 457,7821  462,3170  475,6090 -229,3377
Aleatéria  455,2088  459,4560 472,7481 -227,6106

O modelo LWecr sob a primeira ativagao foi o que apresentou o melhor ajuste
de acordo com todos os critérios apresentados na Tabela 6. Assim, o modelo LWcr
sob o esquema de primeira ativagdo foi selecionado como o melhor modelo. O
resumo a posteriori de seus parametros é apresentado na Tabela 7. As amostras

Tabela 7 - Resumo a posteriori dos parametros do modelo LWecr sob o esquema de
primeira ativagao

Intervalo HPD (95%)

Parametro Média Desvio padrao LI LS
a 1,6737 0,2104 1,2837 2,1017
b 6,1817 2,1622 4,3102 11,2741
Bo 0,1136 0,1901 -0,2837 0,4070
51 0,4029 0,1640 0,0935 0,7315

consideradas para as distribuicoes a posteriori dos parametros do modelo LWer sob a
primeira ativagao e as medidas divergéncia 1) em (17), descritas na Se¢ao 3.3, foram
computadas. As medidas de divergéncias nao detectaram observagoes influentes,
como podemos observar no grafico de indices das quatro medidas de divergéncia v
apresentado na Figura 5.

A Figura 6 mostra as curvas de Kaplan-Meier e as curvas de sobrevivéncia
LWecr estimadas, estratificadas pelo sexo, onde observou-se um patamar acima de
zero para os ultimos tempos observados, sendo um indicativo de que modelos que
ignoram a possibilidade de cura nao sao adequados para estes dados. Esta figura
também apresenta a curva de sobrevivéncia do modelo LWecr sob o esquema de

primeira ativagao estimada, na qual é possivel observar o bom ajuste do modelo aos
dados.
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5 Consideracgoes finais

Neste artigo apresentamos o modelo LWcr para a modelagem de dados de
sobrevivéncia com proporcao de cura considerando que o evento de interesse pode
ser causado por trés esquemas de ativacao latentes. Assumimos que os tempos de
ativagao latentes sao provenientes de um distribuigao Weibull de parametros a e b.

Para a estimagao dos parametros de interesse assumimos uma abordagem
Bayesiana com distribuicoes a priori nao informativas. O procedimento de
estimagao dos parametros foi feito utilizando métodos de Monte Carlo em Cadeias
de Markov. Além disso, apresentamos uma discussao sobre a selecao do modelo
sob primeira, ultima e ativagao aleatoria, por meio do uso de critérios de selecao de
modelos; e uma discussao sobre a analise de delecao de casos utilizando a medida
de divergéncia 1.

Tlustramos a performance do procedimento de estimacao dos parametros do
modelo proposto por meio de dados simulados e um conjunto de dados real. Para os
dados simulados, os critérios de selecao de modelos indicaram o modelo sob o qual os
dados foram gerados como sendo o melhor modelo na maioria dos casos simulados.
Para o conjunto de dados real, o modelo LWecr sob o esquema de primeira ativagao
forneceu o melhor ajuste.

Pelo menos a principio, outras distribuigoes para os tempos de ativagao
latente podem ser consideradas, além da extensao do modelo proposto para o caso
multivariado.
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Weibull with a cure rate (LWecr). We consider that the event of interest can be caused by
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and the activation time of j-th factor follows a Weibull distribution. For the estimation of
the parameters of interest we developed a Bayesian approach with non-informative prior
distributions. To obtain the parameter estimates based on their posterior distributions
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on -divergence. We apply the proposed model to simulated and an actual dataset as
an illustration,
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APENDICE A

Neste apéndice apresentamos os graficos da funcao densidade de probabilidade
e da fungao de sobrevivéncia do modelo LWcr para alguns valores fixos de a, b e 6.

As Figuras 7 e 8 mostram os graficos da fungao densidade de probabilidade e
da fungao de sobrevivéncia do modelo LWcr sob o esquema de primeira ativacao.
As Figuras 7(a, b) mostram os gréficos para alguns valores de § com a = 5,00 e
b = 2,50; As Figuras 7(c, d) mostram os grificos para alguns valores de b com
a=2,00e60=0,75.

As Figuras 8(a, b) mostram os grificos da funcao densidade de probabilidade
e da fungédo de sobrevivéncia do modelo LWer sob o esquema de primeira ativagao
para alguns valores de a com b= 1,50 e § = 0, 50.
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Figura 7 - Fungao densidade de probabilidade e funcao de sobrevivéncia do LWer
sob o esquema de primeira ativacao.
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Figura 8 - Fungao densidade de probabilidade e funcao de sobrevivéncia do LWer
sob o esquema de primeira ativacao.

As Figuras 9 e 10 mostram os graficos da funcao densidade de probabilidade
e da fungdo de sobrevivéncia do modelo LWer sob o esquema de ultima ativacao.
A Figuras 9(a,b) mostram os graficos para alguns valores de # com a = 3,00 e
b = 2,00; as Figuras 10(a,b) mostram os graficos para alguns valores de b com
a=4,00e 60 =0,50; e as Figuras 10(c,d) mostram os graficos para alguns valores
de a com b=3,00e 60 =0,75.
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Figura 9 - Funcao densidade de probabilidade e funcao de sobrevivéncia do LWer
sob o esquema de ultima ativagao.
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Figura 10 - Fungao densidade de probabilidade e fun¢ao de sobrevivéncia do LWcr
sob o esquema de ultima ativagao.

De forma similar, a Figura 11 mostra os gréficos da funcdo densidade de
probabilidade e da funcao de sobrevivéncia para o esquema de ativagao aleatéria.
As Figuras 11(a, b) mostram os gréficos para alguns valores de 6 com a = 1,50
e b = 0,50; as Figuras 11(c, d) mostram os graficos para alguns valores de b com
a=3,00e 0 =0,50; e as Figuras 11(e, {) mostram os gréficos para alguns valores
de acomb=1,50e6=0,75.
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Figura 11 - Fungao densidade de probabilidade e funcao de sobrevivéncia do LWcr
sob o esquema de ativacao aleatoria.
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