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 RESUMO: Recentemente, efeitos de dominância, têm sido incluídos na seleção genômica de 

várias espécies, sendo o método GBLUP-D o mais utilizado. Esse método consiste em substituir, 

no procedimento REML/BLUP, as matrizes de parentesco baseadas no pedigree pelas matrizes 

com base nos marcadores moleculares. Este método pode ser realizado por meio do software 

GVCBLUP ou por meio do pacote BGLR do software R, o qual se baseia em regressão 

bayesiana via Kernel de Reprodução do Espaço de Hilbert. Objetivou-se nesse trabalho avaliar a 

possibilidade e efetividade de implementação do GBLUP-D via a função lmekin implementada 

no pacote coxme do software R por meio da inclusão das matrizes de parentesco genômicos 

aditivo e de dominância. Assim, comparou-se, via análises de dados simulados, os resultados 

obtidos pela função lmekin com os obtidos pelo software GVCBLUP e pacote BGLR. Os 

resultados mostraram que os métodos GBLUP e GBLUP-D ajustados via REML no software 

GVCBLUP e por meio da função lmekin são equivalentes. Assim, a função lmekin é uma 

alternativa eficiente para o ajuste, no software R, de modelos genômicos contemplando efeitos 

aditivos e de dominância.  

 PALAVRAS-CHAVE: Amostrador de Gibbs; componentes de variância; modelo linear misto; 

SNPs.  

1 Introdução 

Tradicionalmente, no melhoramento animal e vegetal, o método mais utilizado de 

seleção é baseado nos valores genéticos esperados, que são estimados geralmente pelo 

procedimento REML/BLUP (estimação de componentes de variância por máxima 

verossimilhança residual - REML, e a predição de efeitos aleatórios pelo BLUP - melhor 

preditor linear não viesado), com base em informações fenotípicas e da matriz de 

parentesco (GODDARD e HAYES, 2007). 
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No entanto, com o desenvolvimento e baixo custo dos marcadores moleculares, foi 

proposta, por Meuwissen et al. (2001), a Seleção Genômica Ampla (Genomic Wide 

Selection - GWS), a qual é definida como a seleção simultânea de milhares de marcadores 

cobrindo todo o genoma a fim de predizer o valor genético dos indivíduos (MEUWISSEN 

et al., 2001; RESENDE et al., 2008). 

Os primeiros trabalhos com GWS consideraram apenas o efeito genético aditivo. 

Recentemente, efeitos não-aditivos, como por exemplo, o efeito de dominância, foram 

incluídos na seleção genômica de várias espécies (SU et al., 2012; ERTL et al., 2014; 

MUÑOZ et al., 2014). O método inicialmente proposto para a GWS com efeitos aditivos 

e de dominância foi o GBLUP (reportado na literatura como GBLUP-D), o qual é similar 

ao procedimento REML/BLUP, diferindo por substituir as matrizes de parentesco 

genético aditivo e de dominância, baseadas no pedigree, pelas matrizes baseadas nos 

marcadores. Esse procedimento é superior, pois captura a matriz de parentesco real e não 

uma matriz de parentesco médio associada ao pedigree (MEUWISEEN et al., 2001; 

RESENDE et al., 2008). 

O método GBLUP-D está implementado no software denominado GVCBLUP 

(WANG et al., 2014) e também no software R (R DEVELOPMENT CORE TEAM, 

2016) por meio do pacote BGLR – Bayesian Generalized Linear Regression (PÉREZ e 

DE LOS CAMPOS, 2014) com base na Regressão Kernel de Reprodução do Espaço de 

Hilbert (Reproducing Kernel Hilbert Spaces - RKHS), usando a abordagem Bayesiana. 

Santos et al. (2015) mostraram que o método GBLUP com efeitos aditivos pode ser 

realizado usando a função lmekin implementada no pacote coxme (THERNEAU, 2012) 

do software R. O objetivo deste trabalho foi estender esta metodologia incluindo o efeito 

de dominância (GBLUP-D) e comparar via dados simulados, os resultados obtidos usando 

a função lmekin com os obtidos no programa GVCBLUP e no pacote BGLR. 

2 Material e métodos 

Os dados analisados foram provenientes de um estudo de simulação realizado por 

Vitezica et al. (2013), em que uma característica quantitativa foi simulada com efeitos 

aditivos e de dominância, representando 20% e 10% da variância fenotípica, 

respectivamente. Os dados consistiram de 2100 indivíduos genotipados e fenotipados e 

10.000 marcadores SNPs. A estimação dos componentes de variância e predição dos 

efeitos genéticos genômicos foi realizada por meio dos métodos GBLUP e GBLUP-D 

usando GVCBLUP, lmekin e BGLR. 

2.1 Métodos GBLUP e GBLUP-D implementados no software GVCBLUP  

O método GBLUP foi implementado no software GVCBLUP com base no seguinte 

modelo linear misto: 

y = 1μ + Za + e (1) 

em que y é o vetor de fenótipos, μ é a média geral, a é o vetor dos i-ésimos efeitos 

genéticos aditivos (i=1,...,n), Z é a matriz de incidência para os efeitos aleatórios a, os 

quais apresentam distribuição normal com média 0 e matriz de covariância igual a    
 ; 

em que G é a matriz de parentesco genômico aditivo e   
  é a variância genética aditiva. O 
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vetor de erros (e) também possui distribuição normal com matriz de variâncias-

covariâncias igual a    
 . 

A matriz de parentesco genômico aditivo (G) é dada por: 

 
1

2 1


 
m

j j

j

G WW p p , 

em que os valores wij da matriz W são iguais a 0-2p, 1-2p e 2-2p para os genótipos 

marcadores dos tipos mm, Mm e MM, respectivamente, e pj é a frequência alélica de M no 

loco j (VITEZICA et al., 2013; RESENDE et al., 2014).  

Ao incluir o efeito de dominância, tem-se o método GBLUP-D com base no seguinte 

modelo linear misto: 

y = 1μ + Za + Td + e (2) 

em que y, μ, a, Z e e são definidos da mesma forma que no modelo (1) e d é o vetor dos i-

ésimos desvios de dominância (i=1,...,n), sendo T a matriz de incidência dos respectivos 

efeitos aleatórios d, os quais apresentam distribuição normal com média 0 e matriz de 

covariância igual a    
 , onde   

  é a variância genética de dominância e D é a matriz de 

parentesco genômico de dominância, dada pela seguinte expressão (VITEZICA et al., 

2013; RESENDE et al., 2014): 

  
2

1

2 1 ,


 
m

j j

j

D SS p p  

em que a matriz de incidência S contém os valores sij iguais a -2p
2
, 2p(1-p) e -2(1-p)

2
 para 

os genótipos marcadores dos tipos mm, Mm e MM, respectivamente; e pj é o mesmo que 

na matriz G.  

Ambas as matrizes foram obtidas no software GVCBLUP, o qual apresenta outras 

cinco diferentes formas de obtenção das matrizes de parentesco genômicos. Nesse 

trabalho, foi usada a definição 1 para as matrizes G e D (VANRADEN, 2008; WANG et 

al., 2014). 

A estimação dos componentes de variância em ambos os métodos foi realizada por 

meio do procedimento REML usando o método de maximização AI (Informação Média), 

o qual se baseia em derivadas parciais de primeira e segunda ordens (RESENDE et al., 

2014). Além do AI-REML, o método EM-REML (Esperança-Maximização) também está 

implementado no software GVCBLUP (WANG et al., 2014). Os valores genéticos 

aditivos e desvios de dominância dos indivíduos foram preditos usando as equações de 

modelo misto, que para o caso do modelo completo com efeitos aditivos e de dominância 

são dadas por:  
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em que   
 ,   

  e   
  são as variâncias genéticas aditiva e de dominância e variância 

residual, respectivamente. Para o modelo com somente efeitos aditivos, as equações de 

modelo misto são dadas pela seguinte expressão: 

=
ˆ

ˆ

     
         

-1 2 2

e a

X'X X'Z μ X y

Z'X Z'Z +G σ σ a Z y
 

2.2 Métodos GBLUP e GBLUP-D usando o pacote BGLR 

Os métodos GBLUP e GBLUP-D foram implementados no pacote BGLR como 

casos particulares do Modelo de Regressão Bayesiana Kernel de Reprodução do Espaço 

de Hilbert (Reproducing Kernel Hilbert Spaces - RKHS), uma vez que a matriz de kernel 

K pode ser computada a partir do pedigree e/ou dos marcadores (DE LOS CAMPOS et 

al., 2009). 

A forma de ajuste dos métodos é apresentada com base no modelo com efeitos 

aditivos e de dominância, sendo o método GBLUP um caso particular (quando não se 

estima o efeito de dominância). Para o método GBLUP-D via RKHS, foi definido o 

seguinte modelo (PÉREZ e DE LOS CAMPOS, 2014): 

y = 1μ + Za + Td + e (3) 

em que y, μ, Z, T e e são definidos como no modelo (2), a é o vetor de valores genéticos 

aditivos individuais e d é o vetor de desvios de dominância. A distribuição condicional 

dos dados é normal multivariada e para μ, a e d, as seguintes distribuições a priori foram 

assumidas: 

 p μ constante;  2 2

1 a 1 aa K ,σ ~ N 0,K σ  e  2 2

2 d 2 dd K ,σ ~ N 0,K σ , 

em que K1 e K2 são as matrizes de Kernel com dimensão igual ao número de indivíduos, 

sendo que no método GBLUP-D, K1 e K2 foram substituídas pelas matrizes de parentesco 

genômicos aditivo (G) e de dominância (D). No pacote BGLR, o método GBLUP-D via 

regressão RKHS é implementado ao fornecer as matrizes G e D diretamente ou por meio 

da decomposição de seus autovalores. Quando as matrizes de parentesco são fornecidas, a 

decomposição dos autovalores é feita internamente (PÉREZ e DE LOS CAMPOS, 2014). 

Para os componentes de variância 2

aσ , 2

dσ  e 2

eσ , foram assumidas as distribuições a 

priori:  2 -2 2

i i i iσ ~ χ σ df ,S ; com graus de liberdade dfi e parâmetros de escala Si > 0 

especificados de acordo com as configurações padrão do pacote (PÉREZ e DE LOS 

CAMPOS, 2014). Para o método GBLUP com somente efeitos aditivos, o processo é 

idêntico, considerando os efeitos de dominância (d) iguais a 0 (DE LOS CAMPOS, 2009).  
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Os métodos GBLUP e GBLUP-D via RKHS foram implementados por meio da 

abordagem bayesiana usando o algoritmo Gibbs sampler, em que foram geradas 60.000 

amostras, sendo as 10.000 iniciais descartadas visando à obtenção de estacionariedade do 

processo estocástico e, para assegurar a independência entre amostras foi considerado um 

espaçamento de 5 entre as amostras salvas. A convergência da cadeia foi verificada por 

meio do critério de Geweke (GEWEKE, 1992), implementado na biblioteca BOA 

(SMITH, 2007), do software R (R CORE TEAM, 2016). 

2.3 Métodos GBLUP e GBLUP-D usando a função lmekin do R 

O método GBLUP usando a função lmekin implementada no pacote coxme 

(THERNEAU, 2012) do software R foi definido da mesma forma que em (1). Ao incluir o 

efeito de dominância, a função não permite a predição de dois efeitos aleatórios 

simultaneamente. Uma alternativa para o método GBLUP-D foi considerar o seguinte 

modelo linear misto: 

y = 1μ + Zg + e (4) 

em que y, μ, e e são como já definidos em (1) e (2), e g=a+d é o vetor dos i–ésimos 

valores genotípicos totais preditos, os quais são dados pela soma dos efeitos genéticos 

aditivos e desvios de dominância, assumidos com distribuição normal com média 0 e 

matriz de variâncias e covariâncias      
     

 , com a, d,   
 ,   

 , G e D definidos 

anteriormente. A equivalência entre os modelos 2 e 4 é mantida devido a pressuposição de 

que em ambos a covariância entre os efeitos genéticos aditivos e de dominância é nula 

(VITEZICA et al., 2013). Conforme Mrode (2005, p.195), os valores genéticos aditivos 

individuais (a) e dos desvios de dominância (d) podem ser obtidos separadamente a partir 

dos valores genéticos totais (g) pelas respectivas expressões: 

ˆ ˆ2 -1

aa = σ GΣ g  e ˆ ˆ.2 -1

dd = σ DΣ g  

Da mesma forma que no software GVCBLUP, os componentes de variância foram 

estimados em ambos os métodos, GBLUP e GBLUP-D, por meio do procedimento 

REML via a maximização da verossimilhança marginal dos resíduos a partir do ajuste de 

mínimos quadrados generalizados (VENABLES e RIPLEY, 2002). Para a maximização 

dessa função de verossimilhança, a função lmekin utiliza inicialmente o algoritmo EM e 

após um número adequado de iterações, passa-se a usar o algoritmo Newton-Raphson 

(PINHEIRO e BATES, 2000). 
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2.4 Estimativas de herdabilidade e comparação de modelos 

As estimativas de herdabilidade aditiva ou no sentido restrito ( )2

ah , de dominância

( )2

dh  e no sentido amplo (H
2
), considerando as três abordagens descritas acima, foram 

obtidas pelas respectivas expressões: 

  
 

2 2 2 2 2

a a a d eh = σ σ +σ +σ ;   
 

2 2 2 2 2

d d a d eh = σ σ +σ +σ ; 2 2 2

a dH = h h . 

A inclusão do efeito de dominância no método GBLUP usando a função lmekin foi 

testada por meio do teste da razão de verossimilhança de Wilks (Lihelihood Ratio Test - 

LRT), o qual é dado por: 

= 2lnL(V)- 2lnL(U) , 

em que L(V) é a verossimilhança do modelo com efeitos aditivos e de dominância e L(U) 

é a verossimilhança do modelo com somente efeitos aditivos (verossimilhança sob H0). A 

estatística do teste tem distribuição Qui-quadrado com graus de liberdade dados pela 

diferença entre o número de componentes de variância entre os dois modelos avaliados. O 

valor-p para o teste é dado por 0,5[1-P( 2

1χ )], onde  é o valor observado de

(VISSCHER, 2006; ERTL et al., 2014). 

Para os modelos ajustados usando o pacote BGLR, a inclusão do efeito de 

dominância foi avaliada usando o critério DIC (Deviance Information Criterion), dado 

por: 

DDIC = D+P  

em que    é a média a posteriori da deviance e PD é o “número efetivo de parâmetros”, 

sendo o melhor modelo aquele que apresenta menor valor DIC (SPIEGELHALTER, 

2002). 

A capacidade preditiva dos métodos, em cada abordagem empregada, foi avaliada 

com base nas acurácias obtidas por meio da correlação entre os valores genéticos 

verdadeiros (VGV) e os valores genéticos preditos (VGP). Foram calculados também os 

coeficientes de regressão de VGV sobre VGP, os quais indicam se a predição foi viesada 

ou não (VITEZICA et al., 2013; RESENDE et al., 2014). Os resultados foram baseados 

na média das dez replicações do conjunto de dados disponíveis em 

http://genoweb.toulouse.inra.fr/~zvitezic/simu_for_genetics.tar.gz (VITEZICA et al., 

2013). 

3 Resultados e discussão 

A convergência da cadeia para os métodos bayesianos GBLUP (efeitos aditivos) e 

GBLUP-D (efeitos aditivos e de dominância) ajustados no pacote BGLR foi atendida, de 

acordo com o critério de Geweke, em que o valor-p obtido foi sempre maior que o nível 

de significância de 5%, não rejeitando a hipótese de igualdade entre as médias das 10% 

primeiras iterações após burn-in e as últimas 50% iterações da cadeia (NOGUEIRA et al., 

2004). 

http://genoweb.toulouse.inra.fr/~zvitezic/simu_for_genetics.tar.gz
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Pode ser notado tanto no método GBLUP (somente variância genética aditiva – 

Figura 1a) quanto no GBLUP-D (variâncias genéticas aditivas e de dominância - Figura 

1b, 1c) que as variâncias se apresentaram de forma semelhante quando foram estimadas 

pela função lmekin e pelo software GVCBLUP, não ocorrendo o mesmo com o uso do 

pacote BGLR. Com o uso desse mesmo pacote para estimar as variâncias aditivas pelo 

método GBLUP, notou-se valores levemente maiores que às obtidas pela função lmekin e 

pelo software GVCBLUP (Figura 1a). Entretanto, quando foi utilizado o método GBLUP-

D isto não ocorreu (Figura 1b).   

Verificando ainda o uso do pacote BGLR com o método GBLUP-D (Figura 1c), 

observou-se que as estimativas das variâncias genéticas devido à dominância foram 

maiores que o valor simulado de 10 em todas as replicações do conjunto de dados 

simulados, com estimativas variando entre 11,34 e 18,12. Porém, com o uso do programa 

GVCBLUP e da função lmekin, essas estimativas variaram entre 5,81 e 14,81, e entre 4,81 

e 16,07, respectivamente. 

De acordo com a Tabela 1, as estimativas de herdabilidade obtidas por meio do 

software GVCBLUP e usando a função lmekin apresentaram valores idênticos, em torno 

de 0,202, 0,125 e 0,327 para as herdabilidades aditiva, de dominância e no sentido amplo, 

respectivamente, com desvios-padrão iguais a 0,03, concordando assim com os valores 

simulados e evidenciando a correta implementação dos métodos GBLUP e GBLUP-D 

usando a função lmekin.  

Ao incluir o efeito de dominância, houve uma diminuição da herdabilidade aditiva 

somente com o uso do pacote BGLR, sendo esse decréscimo em torno de 8,0%. Segundo 

De Los Campos et al. (2009), os métodos GBLUP e GLUP-D ajustados pelo pacote 

BGLR são considerados casos particulares do método RKHS, em que as matrizes de 

parentesco genômicos G e D são usadas como kernels paramétricas. 
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Figura 1 - Variâncias genéticas aditiva e de dominância estimadas com base nos métodos GBLUP 

(modelo somente com efeitos aditivos) e GBLUP-D (modelo com efeitos aditivos e de 
dominância) usando BGLR, GVCBLUP e lmekin. 

As estimativas de herdabilidade obtidas pelo BGLR foram maiores que as 

estimativas obtidas pelo GVCBLUP e lmekin, em que a herdabilidade de dominância foi 

cerca de 23,2% maior, superestimando o verdadeiro valor simulado de 0,10. Isso ocorreu 
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devido a superestimação da variância de dominância, que foi igual a 15,68 com desvio-

padrão de 2,09 com base nas dez replicações do conjunto de dados avaliado. Com isso, a 

herdabilidade no sentido amplo também foi superestimada, com valor de 0,362 ± 0,02. 

Resultado semelhante foi obtido por Morota et al. (2014), os quais atribuíram à falta de 

ortogonalidade entre as matrizes de parentesco genômicos G e D uma das possíveis causas 

dessa superestimação. Uma alternativa mencionada pelos autores seria a obtenção da 

matriz GD=XADX’AD, em que XAD é a matriz aditiva x dominância (XU et al., 2013). 

Tabela 1 - Herdabilidades aditiva (  
 ), de dominância (  

 ), total (H
2
) e tempo de 

execução considerando o software GVCBLUP, função lmekin e o pacote 

BGLR em dados simulados 

Modelos   
    

  H
2
 Tempo* 

Valor Verdadeiro 0,20 0,10 0,30 - 

GBLUP 
    

BGLR 0,226 ± 0,03 - - 32.52 

GVCBLUP 0,202 ± 0,03 - - 1.10 

lmekin 0,202 ± 0,03 - - 21.04 

GBLUP-D 
    

BGLR 0,208 ± 0,03 0,154 ± 0,02 0,362 ± 0,02 49.25 

GVCBLUP 0,202 ± 0,03 0,125 ± 0,03 0,327 ± 0,03 2.41 

lmekin 0,202 ± 0,03 0,125 ± 0,03 0,327 ± 0,03 44.12 

* tempo em minutos usando um computador Intel Core i5 de 1.70 GHz e memória RAM de 4GB.  

Vitezica et al. (2013) analisando esse mesmo conjunto de dados por meio de 

inferência bayesiana, encontraram estimativas de variância genética de dominância (13,2 

± 3,5) próximas as obtidas neste trabalho, usando a função lmekin e o software 

GVCBLUP.  

Embora os resultados sejam idênticos, o software GVCBLUP possui a vantagem de 

predizer os valores genéticos mais rapidamente do que a função lmekin, conforme pode 

ser visto na Tabela 1, em que o software realizou o ajuste dos modelos em um tempo 

médio de 1 minuto e 10 segundos para o método GBLUP e 2 minutos e 41 segundos para 

o método GBLUP-D. O software GVCBLUP, assim como o R, é um software livre, 

disponível online em (http://animalgene.umn.edu/), o qual é programado em C++ e usa 

computação paralela com memória compartilhada na inversão de matrizes densas como as 

matrizes de correlação genética aditiva (G) e de dominância (D), otimizando assim o 

tempo computacional na realização dos métodos GBLUP e GBLUP-D (Wang et al., 

2014). 

Já na função lmekin, os mesmos modelos foram ajustados com aproximadamente 21 

minutos (GBLUP) e 44 minutos (GBLUP-D). Dentre as três abordagens, a que levou mais 

tempo para ser realizada foi o ajuste dos modelos por meio do pacote BGLR, com um 

tempo médio de 33 e 49 minutos para os métodos GBLUP e GBLUP-D, respectivamente, 

em que foram usadas 60.000 iterações em cada método. A vantagem de usar a função 

lmekin é a possibilidade de estender a metodologia proposta considerando o modelo de 

fragilidade de Cox para dados censurados, conforme realizado por Santos et al. (2015) 

com efeitos aditivos. Outra vantagem em se usar a função lmekin é a disponibilidade dos 

http://animalgene.umn.edu/
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valores de log-verossimilhança, permitindo assim testar a significância do efeito de 

dominância por meio do LRT, conforme apresentado na Tabela 2. 

Tabela 2 - Valores de -2log-verossimilhança, χ
2
 e seus correspondentes valores-p do teste 

da razão de verossimilhanças para os modelos ajustados usando a função 

lmekin, além dos valores DIC ajustados no pacote BGLR 

Replicações Modelos -2logL valor-χ
2
 valor-p DIC 

1 GBLUP 15491,08   15411,40 

 GBLUP-D 15472,41 18,671 7,76*10
−6

 15282,81 

2 GBLUP 15530,00   15465,98 

 GBLUP-D 15515,4 14,599 6,64*10
−5

 15368,96 

3 GBLUP 15471,45   15372,69 

 GBLUP-D 15459,89 11,554 0,00034 15283,43 

4 GBLUP 15539,04   15473,90 

 GBLUP-D 15519,36 19,677 4,58*10
−6

 15346,65 

5 GBLUP 15499,99   15413,64 

 GBLUP-D 15485,44 14,545 6,84*10
−5

 15295,45 

6 GBLUP 15472,31   15347,86 

 GBLUP-D 15458,72 13,591 0,00011 15227,57 

7 GBLUP 15467,66   15378,73 

 GBLUP-D 15465,57 2,093 0,07399 15325,05 

8 GBLUP 15509,24   15427,04 

 GBLUP-D 15490,48 18,761 7,40*10
−6

 15293,45 

9 GBLUP 15501,25   15427,79 

 GBLUP-D 15481,31 19,938 3,99*10
−6

 15285,03 

10 GBLUP 15473,51   15379,00 

 GBLUP-D 15462,24 11,271 0,00039 15279,20 

 

Nessa mesma Tabela 2 também são apresentados os valores DIC para os métodos 

GBLUP e GBLUP-D ajustados pelo pacote BGLR, os quais indicaram como melhor 

modelo aquele que contém efeitos aditivos e de dominância. 

Acurácias e coeficientes de regressão para cada modelo são apresentados na Tabela 

3, na qual pode ser observado que ao incluir o efeito de dominância, as acurácias entre os 

valores genéticos preditos e verdadeiros permaneceram inalterados, em torno de 0,72 ± 

0,02, apesar do efeito significativo de dominância (Tabela 2). Resultado semelhante foi 

reportado por Ertl et al. (2014), em que encontraram efeito significativo de dominância 

em cinco das nove características avaliadas, porém, ao incluir esse efeito, as acurácias 

permaneceram constantes. 
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Tabela 3 - Acurácias (r) e coeficientes de regressão (b, medida de viés) entre valores 

genéticos preditos e verdadeiros para dez replicações de dados simulados, 

considerando o software GVCBLUP, função lmekin e o pacote BGLR 

Modelos r b 

GBLUP   

GVCBLUP 0,72 (0,02) 0,97 (0,06) 

lmekin 0,72 (0,02) 0,97 (0,06) 

BGLR 0,72 (0,02) 0,93 (0,05) 

GBLUP-D   

GVCBLUP 0,72 (0,02) 0,97 (0,06) 

lmekin 0,72 (0,02) 0,97 (0,06) 

BGLR 0,72 (0,02) 0,96 (0,06) 

Altos valores de acurácia possibilitam um maior ganho genético em curto prazo. 

Vários trabalhos no melhoramento animal e vegetal têm comprovado a superioridade da 

GWS em relação à seleção usual, em que foi observado, por exemplo, um aumento em 

torno de 33% nas acurácias seletivas em gado de corte (VANRADEN et al., 2009) e de 

25% em ovinos (DUCHEMIN et al., 2012) ao considerar informações dos marcadores ao 

invés do pedigree somente.  

Acurácias genômicas superiores a 90% foram obtidas em espécies vegetais como 

milho (FRITSCHE NETO et al., 2012) e trigo (HESLOT et al., 2012). Um dos fatores 

dessa superioridade da seleção genômica é devido ao uso da matriz de parentesco 

realizada ao invés da matriz de parentesco médio como ocorre na seleção usual 

(RESENDE, 2008). 

De acordo com Resende et al., 2014, a acurácia da GWS depende de cinco fatores: 

(i) do espaçamento entre marcadores, o qual depende do seu número e do tamanho do 

genoma; (ii) do número de indivíduos fenotipados e genotipados na população de 

treinamento; (iii) da herdabilidade do caráter; (iv) do número de locos controlando o 

caráter e da distribuição de seus efeitos; e (v) do tamanho efetivo da população. 

Os coeficientes de regressão nas três abordagens empregadas foram próximos de 1, 

indicando assim que as predições foram não viesadas (RESENDE et al., 2014). Da mesma 

forma que as acurácias, os coeficientes de regressão obtidos foram próximos aos 

reportados por Vitezica et al. (2013) ao avaliarem o mesmo conjunto de dados, porém, 

com desvios-padrão menores (0,96 ± 0,08). 

No software R, até o momento, a única forma de implementação do método 

GBLUP-D via REML é por meio da função lmekin. Além dos programas aqui mostrados, 

outros softwares como GS3 (LEGARRA et al., 2011; VITEZICA et al., 2013; 

AZEVEDO et al., 2015), ASReml (GILMOUR et al., 2015; MUÑOZ et al., 2014) e DMU 

(SU et al., 2012; MADSEN, 2013) também permitem a predição genômica com base em 

modelos mistos considerando efeitos aditivos e não aditivos. 

A estimação de efeitos de dominância usando a matriz de correlação genética, com 

base nos marcadores, tem sido de mais fácil implementação quando comparado ao ajuste 

dos modelos com base no pedigree (SU et al., 2012; VITEZICA et al., 2013). Além disso, 
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vários estudos considerando somente efeitos aditivos (VANRADEN, 2008; HESLOT et 

al., 2012; RESENDE et al., 2012) e mais recentemente, efeitos aditivos e não aditivos 

(VITEZICA et al., 2013; ERTL et al., 2014; MUÑOZ et al., 2014; AZEVEDO et al., 

2015), têm comprovado a superioridade do método BLUP genômico (GBLUP-D) em 

relação ao BLUP convencional baseado no pedigree. 

Conclusões 

Comprovou-se a possibilidade e efetividade de realizar a predição genômica de 

valores genéticos individuais considerando efeitos aditivos e de dominância por meio da 

função lmekin do software R. Os resultados obtidos foram idênticos aos do software 

GVCBLUP já disponível para esse tipo de análise. O método GBLUP-D implementado no 

pacote BGLR via Kernel de Reprodução do Espaço de Hilbert (RKHS) necessita ser mais 

bem investigado, uma vez que as estimativas de variância de dominância foram 

superestimadas.  
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 ABSTRACT: Recently, the dominance effects have been included in genomic selection of various 

species, being the GBLUP-D method the most widely used. This method consists in replacing, in 

the REML/BLUP procedure, the pedigree-based relationship matrices by marker-based 

relationship matrices. This method can be performed by means of GVCBLUP software or 

through R-package BGLR, which is based on Bayesian regression via Reproducing Kernel 

Hilbert Spaces – RKHS. In addition to these programs, we proposed the lmekin function 

implemented in the coxme package of R, which also allows the inclusion of additive and 

dominance genomic relationship matrices. In this context, we aimed to compare, via simulated 

data, the results from lmekin function with those from GVCBLUP software and BGLR. The 

results showed that the GBLUP and GBLUP-D methods fitted via REML in the GVCBLUP 

software and by means of the lmekin function are equivalent. The lmekin function is an efficient 

alternative for fitting genomic models with additive and dominance effects. 
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